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Abstract—Recognition of emotions in text is a topic of research
that has been widely carried out in recent years. Various studies
have been carried out to solve the problem of recognizing emotions
from texts. The increasing amount of text data that can be applied
to various fields has made emotion recognition research develop
rapidly, including in this study. This study tested the accuracy
using the LSTM method and tested the effect of parameters on
the accuracy of emotion detection in the text. There are 3 main
indicators in this study, namely the number of emotion dimensions
& embedding weights, learning rate, and dropout rate. The dataset
used in this study is a dataset from the Computational Linguistics
at Concordia (CLaC) Lab which has a total of 30160 data that has
text and label features. In this study, 4 classes will be classified,
namely others, happy, sad, and angry. Based on testing the number
of emotion dimensions & embedding weights, learning rate, and
dropout rate, it was found that the best accuracy value for each
class in the emotion detection research in text was obtained. In
the others class the highest accuracy value is 82%, in the happy
class the highest accuracy value is 93%, in the sad class the highest
accuracy value is 91%, and in the angry class the highest accuracy
value is 94%.

Keywords—Deep Learning, Long Short Term Memory (LSTM),
Natural Language Processing (NLP), GloVe (Global Vector),
Emotion Detection.

Abstrak—Pengenalan emosi dalam teks merupakan topik
penelitian yang banyak dilakukan beberapa tahun terakhir.
Berbagai penelitian telah dilakukan untuk menyelesaikan
masalah pengenalan emosi dari teks. Jumlah data teks yang
semakin meningkat serta diaplikasikan pada berbagai bidang
telah membuat penelitian pengenalan emosi berkembang pesat
termasuk dalam penelitian ini. Penelitian ini menguji akurasi
menggunakan metode LSTM dan menguji pengaruh parameter
terhadap akurasi deteksi emosi dalam teks. Terdapat 3 indikator
utama dalam penelitian ini, yaitu jumlah emotion dimension &
embedding weights, learning rate, dan dropout rate. Dataset yang
digunakan dalam penelitian ini, yaitu dataset dari Computational
Linguistics at Concordia (CLaC) Lab yang memiliki jumlah
data sebanyak 30.160 yang memiliki fitur text dan label. Pada
penelitian ini dilakukan klasifikasi terhadap 4 kelas, yaitu others,
happy, sad, dan angry. Berdasarkan pengujian jumlah emotion
dimension & embedding weights, learning rate, dan dropout rate,
didapatkan nilai akurasi terbaik untuk setiap kelas yang ada
pada penelitian deteksi emosi dalam teks. Pada kelas others
didapatkan nilai akurasi tertinggi sebesar 82%, pada kelas happy
didapatkan nilai akurasi tertinggi sebesar 93%, pada kelas sad
didapatkan nilai akurasi tertinggi sebesar 91%, dan pada kelas
angry didapatkan nilai akurasi tertinggi sebesar 94%.

Kata Kunci—Deep Learning, Long Short Term Memory

(LSTM), Natural Language Processing (NLP), GloVe (Global
Vector), Emotion Detection.

I. PENDAHULUAN

Affective computing merupakan bidang penelitian yang
bertujuan untuk mengembangkan sistem komputer yang
mampu mendeteksi, menanggapi, dan meniru emosi manusia.
Pengenalan emosi merupakan kemampuan utama dan memi-
liki peran penting dalam affective computing [1]. Pengenalan
emosi dilakukan berdasarkan ekspresi wajah, suara, gerak
tubuh, sinyal electroencephalogram – EEG, dan teks [2].

Pengenalan emosi dalam teks merupakan topik penelitian
yang banyak dilakukan beberapa tahun terakhir. Berbagai
penelitian telah dilakukan untuk menyelesaikan masalah pen-
genalan emosi dari teks. Jumlah data teks yang semakin
meningkat serta diaplikasikan pada berbagai bidang telah
membuat penelitian pengenalan emosi berkembang pesat [4].
Seiring dengan banyaknya data teks yang tersedia menye-
babkan pendekatan menggunakan deep learning diaplikasikan
karena jumlah data yang besar [3].

Pendekatan deep learning, seperti Recurrent Neural Net-
work (RNN) sangat cocok digunakan untuk memprediksi
dengan data sekuensial karena dalam setiap pemrosesan yang
dilakukan dalam RNN, output yang dihasilkan tidak hanya
merupakan fungsi dari sampel itu saja, tapi juga berdasarkan
state internal yang merupakan hasil dari pemrosesan sampel-
sampel sebelumnya [5] [6]. Tetapi RNN memiliki kelemahan
pada masalah vanishing gradient saat memproses data sekuen-
sial yang panjang sehingga mengurangi akurasi dari suatu
prediksi pada RNN [5] [6].

Long Short Term Memory (LSTM) merupakan salah satu
jenis RNN. LSTM menyimpan informasi terhadap pola-pola
pada data. LSTM mempelajari data mana saja yang disimpan
dan data mana saja yang dibuang, karena pada setiap neuron
LSTM memiliki beberapa gates yang mengatur memori pada
setiap neuron itu sendiri [5] [6]. LSTM juga menambahkan
memory cell yang menyimpan informasi untuk jangka waktu
yang lama dan LSTM diusulkan sebagai solusi untuk men-
gatasi terjadinya vanishing gradient pada RNN saat mem-
proses data sekuensial yang panjang sehingga metode LSTM
ini memecahkan solusi vanishing gradient dalam RNN dan
hasil prediksi dari model LSTM menjadi lebih akurat dengan
nilai akurasi sebesar 85% [5] [6]. Selain itu dalam melakukan



pengenalan emosi, teks harus diubah menjadi bahasa yang
dikenali oleh komputer. Oleh karena itu, teks seperti kata
atau dokumen diubah menjadi vektor dalam pemrosesan ba-
hasa alami yang disebut word embedding [7]. Word embed-
ding membantu memberikan sebuah bobot pada suatu data
yang menyebabkan data tersebut memiliki sebuah nilai dan
dampak dari penggunaan word embedding adalah meningkat-
nya akurasi pada saat pelatihan model. Pada penelitian [6]
dilihat model yang menggunakan word embedding mendapat
nilai akurasi sebesar 95.17%. Penelitian ini memilih metode
LSTM untuk diterapkan dalam pengenalan emosi untuk data
teks dengan harapan memberikan hasil akurasi yang lebih
tinggi dibandingkan beberapa metode sebelumnya.

II. METODOLOGI

A. Emotion Detection in Text

Emotion Detection (ED) adalah cabang dari analisis senti-
men yang berhubungan dengan ekstraksi dan analisis emosi.
Bercabang dari bidang analisis sentimen yang tujuan utamanya
adalah menganalisis bahasa manusia dengan mengekstraksi
pendapat, ide, dan pemikiran melalui penetapan polaritas baik
negatif, positif, atau netral adalah cabang bidang dari ED,
yang berupaya mengekstraksi lebih halus emosi seperti senang,
sedih, marah, dan sebagainya, dari bahasa manusia daripada
tugas polaritas kasar dan umum di analisis sentimen. Oleh
karena itu ED adalah asosiasi sinergis dari emosi yang juga
disebut afeksi dan teknologi serta memperoleh esensinya dari
penerapan teknologi yang ditentukan emosi ke area yang
berbeda untuk memberikan pengambilan keputusan yang cer-
mat [4].

B. Long Short Term Memory

LSTM merupakan varian dari Recurrent Neural Network
(RNN). RNN adalah salah satu model kuat dari keluarga deep
learning yang telah menunjukkan hasil luar biasa dalam lima
tahun terakhir. Ini bertujuan untuk membuat prediksi pada data
sekuensial dengan memanfaatkan arsitektur berbasis memori
yang kuat. RNN (juga disebut feedback) menggunakan status
memori tambahan [12]. RNN berisi siklus yang memberikan
aktivasi jaringan dari langkah waktu sebelumnya sebagai in-
put ke jaringan untuk mempengaruhi prediksi pada langkah
waktu saat ini. Aktivasi ini disimpan dalam keadaan internal
jaringan yang pada prinsipnya menyimpan informasi kontek-
stual temporal jangka panjang. Mekanisme ini memungkinkan
RNN untuk mengeksploitasi jendela kontekstual yang berubah
secara dinamis melalui riwayat urutan input [13].

Jaringan LSTM berbeda dengan Multilayer Perceptrons
(MLP) klasik. Seperti MLP, jaringan terdiri dari lapisan neu-
ron. Data input disebarkan melalui jaringan untuk membuat
prediksi. Seperti RNN, LSTM memiliki koneksi berulang se-
hingga status dari aktivasi neuron dari langkah waktu sebelum-
nya digunakan sebagai konteks untuk merumuskan output.
Tetapi tidak seperti RNN lainnya, LSTM memiliki formulasi
unik yang memungkinkannya untuk menghindari masalah
yang mencegah pelatihan dan penskalaan RNN lainnya [13].
LSTM mengatasi tantangan ini dengan desain unit komputasi

jaringan LSTM yang disebut memory cell, memory block, atau
singkatnya cell.

Fig. 1. Ilustrasi Arsitektur LSTM [6]

Setiap unit LSTM, dilihat pada gambar 1 memiliki sel
memori, dan keadaan pada waktu t direpresentasikan sebagai
Ct. Membaca dan memodifikasi dikendalikan oleh gerbang
sigmoid dan mempengaruhi input gate it, forget gate ft
dan output gate ot. LSTM dihitung sebagai berikut: Pada
saat ini, model menerima input dari dua sumber eksternal
ht−1 dan xt. Status tersembunyi ht dihitung dengan input
vector xt yang diterima jaringan pada waktu t dan status
tersembunyi sebelumnya ht−1. Saat menghitung status node
lapisan tersembunyi, input gate, output gate, forget gate dan
xt secara bersamaan mempengaruhi status node [6].

1) Forget Gate
Forget gate adalah gerbang yang memiliki tugas untuk

menentukan informasi apa yang harus disimpan dan dibuang
pada cell [13]. Informasi yang ingin dihitung, diambil input
dari hidden state sebelumnya. Kalkulasi dimulai dari weight
dikalikan dengan nilai hidden state sebelumnya dan nilai
weight dikalikan dengan input yang kemudian ditambahkan
dengan nilai bias. Nilai tersebut selanjutnya dihitung menggu-
nakan sigmoid activation yang menghasilkan nilai dari forget
gate dengan hasil apakah disimpan atau dibuang. Berikut
adalah persamaan 1 untuk forget gate.

forget gate : ft = σg(Wfxt + Ufht−1 + bf ) (1)

Keterangan :
ft : Nilai dari forget gate.
σg : Fungsi aktivasi sigmoid.
Wf , Uf : Nilai weight.
xt : Nilai input berupa vektor.
ht−1 : Nilai dari hidden state sebelumnya.
bf : Nilai bias.

2) Input Gate
Input gate adalah gate yang menentukan nilai input baru

yang dimana nilai tersebut digunakan untuk update cell [13].
Kalkulasi dimulai dari Wi dikalikan dengan nilai dari xt se-
belumnya dan Ui dikalikan dengan nilai input ht−1. Kemudian
hasil tersebut dijumlah dan ditambah dengan nilai bi. Setelah
itu nilai tersebut dihitung menggunakan sigmoid activation dan



menghasilkan nilai untuk input gate. Berikut adalah persamaan
2 untuk penghitungan input gate.

input gate : it = σg(Wixt + Uiht−1 + bi) (2)

Kalkulasi selanjutnya dilakukan dengan penghitungan yang
sama seperti input gate dan sebagai pembedanya adalah
penghitungan akhir yang menggunakan tanh activation untuk
menghasilkan nilai candidate state. Berikut persamaan 3 untuk
penghitungan candidate state.

candidate state : C̃t = σh(Wcxt+Ucht−1+ bc) (3)

Keterangan :
it : Nilai dari input gate.
C̃t : Nilai dari candidate gate.
σg : Fungsi aktivasi sigmoid.
σh : Fungsi aktivasi tanh.
Wi, Ui,Wc, Uc : Nilai weight.
xt : Nilai input berupa vektor.
ht−1 : Nilai dari hidden state sebelumnya.
bi, bc : Nilai bias.

3) Output Gate
Output gate adalah gate yang memiliki tugas untuk menen-

tukan nilai yang digunakan untuk penghitungan hidden state
baru berdasarkan pada input dan memori pada cell [13].
Penghitungan pertama dilakukan oleh output gate yaitu dengan
Wo dikalikan dengan nilai xt dan Uo dikalikan dengan nilai
ht−1. Didapat dua nilai hasil perkalian tersebut yang kemudian
dijumlahkan. Hasil penjumlahan tersebut ditambah dengan
nilai bo. Kemudian hasil tersebut dilakukan penghitungan
menggunakan sigmoid activation dan dihasilkannya nilai untuk
output gate. Berikut persamaan 4 untuk output gate.

output gate : ot = σg(Woxt + Uoht−1 + bo) (4)

Keterangan :
ot : Nilai dari output gate.
σg : Fungsi aktivasi sigmoid.
Wo, Uo : Nilai weight.
xt : Nilai input berupa vektor.
ht−1 : Nilai dari hidden state sebelumnya.
bo : Nilai bias.

4) Cell State
Cell state adalah bagian tambahan dari RNN yang memiliki

tugas sebagai memori. Tahapan ini menentukan memori dari
sebelumnya apa yang bisa disimpan atau dilupakan. Sebelum
penghitungan, dipastikan dimulai dari memiliki hasil nilai-nilai

dari forget gate dan input gate. Penghitungan dimulai dari
nilai forget gate dikalikan dengan nilai cell state sebelumnya.
Kemudian nilai input gate dikalikan dengan candidate state.
Dari kedua nilai tersebut, dijumlahkan hasilnya yang meng-
hasilkan nilai cell state yang terbaru. Berikut persamaan 5
untuk penghitungan terbaru nilai cell state.

cell state : Ct = ft ⊙ Ct−1 + it ⊙ C̃t (5)

Keterangan :
Ct : Nilai dari cell state.
ft : Nilai dari forget gate.
Ct−1 : Nilai dari cell state sebelumnya.
it : Nilai dari input gate.
C̃t : Nilai dari candidate state.

5) Hidden State
Setelah nilai dari output gate didapat, perhitungan selan-

jutnya dilakukan untuk menemukan nilai hidden state baru.
Perhitungan dilakukan dengan nilai cell state dihitung dengan
tanh activation dan kemudian hasil tersebut dikalikan dengan
nilai output gate. Dari perhitungan tersebut didapat nilai
hidden state baru yang diteruskan untuk penghitungan selan-
jutnya. Berikut persamaan 6 untuk penghitungan menentukan
nilai hidden state.

hidden state : ht = ot ⊙ σh(Ct) (6)

Keterangan :
ht : Nilai dari hidden state.
ot : Nilai dari output gate.
σh : Fungsi aktivasi tanh.
Ct : Nilai dari candidate state.

III. ANALISIS DAN PERANCANGAN SISTEM

A. Kerangka Pemikiran

Berikut ini adalah kerangka pemikiran dari metode yang
diusulkan untuk membangun model pengenalan emosi untuk
data teks.

Berikut adalah rangkaian penjelasan setiap bagian kerangka
pemikiran pada gambar 2:

• Indicators adalah parameter yang mempengaruhi hasil
dari metode yang diajukan. Pada model yang dibuat terda-
pat sebuah indikator, yaitu Embedding Output Dimension,
Embedding Weights, Dropout Rate dan Learning Rate.

1) Embedding Output Dimension merupakan penen-
tuan dimensi vektor dari embedding layer. Indikator
ini harus disesuaikan dengan jumlah vektor dalam
word embedding agar proses pelatihan model men-
geluarkan hasil yang tepat.



Fig. 2. Kerangka Pemikiran

2) Embedding Weights merupakan bobot yang dima-
sukan untuk representasi dari kata. Indikator ini
disesuaikan dengan jumlah vektor dalam word em-
bedding agar proses pelatihan model mengeluarkan
hasil yang tepat.

3) Dropout Rate merupakan penentuan neuron yang
dipilih secara acak dan tidak dipakai / dibuang
selama pelatihan. Indikator ini digunakan untuk
mencegah terjadinya overfitting dan juga memper-
cepat proses pembelajaran.

4) Learning Rate merupakan salah satu parameter
training untuk menghitung nilai koreksi bobot pada
waktu proses training. Nilai learning rate ini berada
pada range nol (0) sampai satu (1). Semakin besar
nilai learning rate, maka proses training berjalan
semakin cepat.

• Proposed Method adalah bagian yang menjelaskan proses
dari awal hingga akhir dalam penelitian ini. Proses
pertama yang dilalui adalah tahap preprocessing yang
didalamnya terdapat proses perubahan pada teks, di-
mana dilakukan proses untuk melakukan case folding,
menghilangkan angka, menghilangkan simbol, mengubah
kata negasi, melakukan spellcheck, dan menghilangkan
stopwords. Kemudian data hasil preprocessing digunakan
untuk melakukan tokenizer untuk melakukan tokenisasi,
text to sequence, dan sequence & padding. Lalu dilakukan
tahap word embedding, dimana dalam tahap ini word em-
bedding dihasilkan menggunakan GloVe. Setelah itu hasil
dari proses tokenizer dan word embedding digunakan
untuk melatih model pengenalan emosi yang dibangun.

• Objectives adalah bagian yang menjelaskan mengenai
hal-hal yang menjadi acuan pengukuran dan pengukuran
yang digunakan adalah akurasi model.

• Measurement adalah satuan ukur pada bagian Objectives,
seperti perhitungan confusion matrix.

B. Urutan Proses Global

Berikut ini adalah urutan proses global dari metode yang
diusulkan untuk membangun pengenalan emosi untuk data
teks.

Fig. 3. Urutan Proses Global

Berikut adalah rangkaian penjelasan urutan proses global
pada gambar 3:

• Dataset yang digunakan merupakan data teks dengan
label emosinya yang diambil dari website HuggingFace
dengan data bernama emo.

• Setiap data teks melalui tahap preprocessing, dimana
dalam tahap ini dilakukan proses case folding, menghi-
langkan angka, menghilangkan simbol, mengubah kata
negasi, melakukan spellcheck, dan menghilangkan stop-
words untuk mendapatkan data bersih.

• Setelah data teks melalui tahap preprocessing, dilakukan
tahap tokenizer untuk melakukan tokenisasi, text to se-
quence, dan sequence & padding. Hal ini dilakukan agar
data teks beserta labelnya diproses oleh mesin.

• Word embedding di generate untuk disiapkan dimasukkan
ke dalam embedding layer. Digunakannya data pretrained
GloVe untuk menghasilkan word embedding.

• Setelah dilakukan proses tokenizer dan menghasilkan
word embedding, dibuat sebuah model LSTM, dimana
dalam model LSTM ini dibuat menggunakan 4 layer,
yaitu:

1) Embedding Layer = Dalam embedding layer ini di-
gunakan 5 parameter, yaitu: input dim, output dim,
input length, weights, dan trainable.

2) LSTMLayer = Dalam LSTMlayer digunakan 1 pa-
rameter, yaitu: units.

3) Dropout Layer = Dalam dropout layer digunakan 1
parameter, yaitu: rate.

4) Dense Layer = Dalam dense layer digunakan 2
parameter, yaitu: units dan activation.

Dengan tambahan categorical crossentropy sebagai loss
function dan adam sebagai optimizer yang dibuat dalam
model ketika melakukan compile, serta penggunaan val-
idation split dan epoch ketika melatih model.

• Setelah model dibuat, maka dilakukan pengenalan emosi
menggunakan model LSTM tersebut dan dikategorikan
ke dalam 4 macam, yaitu:

1) Others (0)
2) Happy (1)
3) Sad (2)
4) Angry (3)



IV. IMPLEMENTASI DAN PENGUJIAN

A. Implementasi Arsitektur

Penelitian ini mengimplementasikan sebuah arsitektur yang
diuji dengan sebuah dataset untuk mengetahui pengaruh dari
penambahan layer terhadap model yang dibuat. Arsitektur ini
digunakan dari [5] dengan ditambahkannya lapisan Dropout
sebagai regularisasi model agar model tidak menjadi over-
fit ketika model sedang melakukan pembelajaran. Gambar
4 menunjukan rancangan arsitektur yang digunakan dalam
penelitian ini beserta dengan dimensi input dan output:

Fig. 4. Rancangan Arsitektur dalam Penelitian

Gambar 4 memperlihatkan bahwa ada 4 lapisan yang digu-
nakan ketika membuat model ini, keempat lapisan itu adalah:

• Input Layer menerima input dengan panjang vektor se-
banyak 62.

• Embedding Layer dengan parameter input dim yang
merupakan jumlah input dimension, output dim yang
merupakan jumlah output dimension, input length yang
merupakan panjang dari sequence, weights yang meru-
pakan matriks embedding dari GloVe, dan trainable
diberikan input False untuk menjaga nilai vektor tidak
berubah. Embedding layer menerima input dengan pan-
jang vektor 62 dan menghasilkan output dengan panjang
vektor 62 x 50.

• Long Short Term Memory Layer menerima input dengan
ukuran panjang sequence X dimensi GloVe, yaitu 62 x
50 dan menghasilkan output dengan panjang vektor 128.

• Dropout Layer dengan parameter rate yang merupakan
fraksi unit input untuk dijatuhkan. dropout layer mener-
ima input dengan panjang vektor 128 dan menghasilkan
output dengan panjang vektor 128.

• Dense Layer dengan fungsi aktivasi softmax yang digu-
nakan sebagai output layer untuk deteksi. Dense layer

menerima input dengan ukuran panjang vektor 128 dan
menghasilkan output dengan panjang vektor 4.

B. Hasil Pengujian

1) Kelas Others
Berdasarkan hasil pengujian pada kelas others dilihat bahwa

setiap model yang ada di atas memiliki perbedaan nilai preci-
sion, recall, f1 score, dan akurasi yang sangat tipis. Meskipun
dengan nilai tertinggi ada pada model dengan parameter
dimensi 300, learning rate 0.0001, dan dropout 0.3 yang
dimana pada model ini memiliki kompleksitas yang tinggi
hanya memiliki perbedaan nilai yang sangat kecil dibanding
model lainnya.

Fig. 5. Visualisasi Plot Precision, Recall, F1 Score, dan Accuracy Terbaik
Untuk Setiap Dimensi Pada Kelas Others

Berdasarkan gambar 5 didapatkan hasil pengujian terbaik
dari setiap dimensi untuk kelas others. Dari hasil tersebut
disimpulkan bahwa model terbaik untuk kelas others terdapat
pada parameter dengan nilai dimensi sebesar 300, dropout
rate sebesar 0.3, dan learning rate sebesar 0.0001. Dari
model tersebut didapat nilai precision sebesar 79%, nilai recall
sebesar 85%, nilai f1 score sebesar 82%, dan nilai akurasi
sebesar 82%.

2) Kelas Happy
Berdasarkan hasil pengujian pada kelas happy dilihat bahwa

3 model (model 2, model 3, dan model 4) di atas memiliki
nilai akurasi yang sama, yaitu 93%. Namun hal yang unik
ada pada model 2 dan model 3 yang memiliki nilai learning
rate dan dropout yang sama, dimana yang berbeda dari kedua
model tersebut adalah nilai dimensi yang digunakan. Hal ini
mengartikan bahwa model yang memiliki dimensi yang tinggi
belum tentu mendapatkan nilai yang lebih bagus dibandingkan
model yang memiliki dimensi yang lebih rendah.

Berdasarkan gambar 6 didapatkan hasil pengujian terbaik
dari setiap dimensi untuk kelas happy. Dari hasil tersebut
disimpulkan bahwa model terbaik untuk kelas happy terdapat
pada parameter dengan nilai dimensi sebesar 300, dropout
rate sebesar 0.1, dan learning rate sebesar 0.0001. Dari
model tersebut didapat nilai precision sebesar 79%, nilai recall
sebesar 61%, nilai f1 score sebesar 69%, dan nilai akurasi
sebesar 93%.



Fig. 6. Visualisasi Plot Precision, Recall, F1 Score, dan Accuracy Terbaik
Untuk Setiap Dimensi Pada Kelas Happy

3) Kelas Sad
Berdasarkan hasil pengujian pada kelas sad dilihat bahwa

semakin kecil nilai learning rate meningkatkan nilai akruasi
pada model. Hal ini disebabkan nilai learning rate menentukan
besarnya perubahan yang diaplikasikan pada nilai bobot dan
bias sehingga semakin besar nilai learning rate membuat
komputasi pada saat pembelajaran menjadi lebih cepat, namun
memiliki kekurangan yang menyebabkan model mendapatkan
akurasi yang kurang maksimal begitu juga sebaliknya.

Fig. 7. Visualisasi Plot Precision, Recall, F1 Score, dan Accuracy Terbaik
Untuk Setiap Dimensi Pada Kelas Sad

Berdasarkan gambar 7 didapatkan hasil pengujian terbaik
dari setiap dimensi untuk kelas sad. Dari hasil tersebut dis-
impulkan bahwa model terbaik untuk kelas sad terdapat pada
parameter dengan nilai dimensi sebesar 300, dropout rate sebe-
sar 0.4, dan learning rate sebesar 0.001. Dari model tersebut
didapat nilai precision sebesar 80%, nilai recall sebesar 66%,
nilai f1 score sebesar 72%, dan nilai akurasi sebesar 91%.

4) Kelas Angry
Berdasarkan hasil pengujian pada kelas angry dilihat bahwa

model 3 memiliki akurasi yang lebih rendah dibanding model
4 meskipun nilai learning rate yang digunakan pada model 3
lebih kecil dibandingkan pada model 4. Hal ini mengartikan
bahwa nilai yang didapatkan pada model tidak selalu tergan-
tung pada learning rate dan nilai dropout memberikan dampak

juga terhadap model yang memiliki kompleksitas yang tinggi.

Fig. 8. Visualisasi Plot Precision, Recall, F1 Score, dan Accuracy Terbaik
Untuk Setiap Dimensi Pada Kelas Angry

Berdasarkan gambar 8 didapatkan hasil pengujian terbaik
dari setiap dimensi untuk kelas angry. Dari hasil tersebut
disimpulkan bahwa model terbaik untuk kelas angry terdapat
pada parameter dengan nilai dimensi sebesar 300, dropout
rate sebesar 0.4, dan learning rate sebesar 0.0001. Dari
model tersebut didapat nilai precision sebesar 85%, nilai recall
sebesar 74%, nilai f1 score sebesar 79%, dan nilai akurasi
sebesar 94%.

V. KESIMPULAN

Kesimpulan dari pembuatan sistem deteksi emosi dalam
teks dengan menggunakan metode Long Short Term Memory
melalui pengujian yang telah dilakukan. Berikut adalah rincian
dari kesimpulan setelah dilakukannya pengujian:

• Pada pengujian ini didapatkan nilai akurasi terbaik untuk
setiap kelas yang ada pada penelitian deteksi emosi dalam
teks. Pada kelas others didapatkan nilai akurasi tertinggi
sebesar 82%, pada kelas happy didapatkan nilai akurasi
tertinggi sebesar 93%, pada kelas sad didapatkan nilai
akurasi tertinggi sebesar 91%, dan pada kelas angry dida-
patkan nilai akurasi tertinggi sebesar 94%. Disimpulkan
bahwa metode LSTM di menghasilkan performa akurasi
yang sangat baik.

• Pengujian nilai Embedding Dimension & Embedding
Weights terhadap deteksi emosi dalam teks berpengaruh
terhadap akurasi. Dengan menggunakan nilai Embedding
Dimension & Embedding Weights yang kecil meng-
hasilkan nilai akurasi yang baik tetapi tidak optimal
dibandingkan dengan nilai Embedding Dimension & Em-
bedding Weights yang besar dengan hasil akurasi yang
optimal.

• Nilai learning rate mempengaruhi hasil akurasi pada
deteksi emosi dalam teks. Nilai learning rate yang besar
mempercepat hasil belajar tetapi menghasilkan model
yang overfit dan menghasilkan akurasi yang tidak opti-
mal dibandingkan dengan nilai learning rate kecil yang
memperlambat model belajar, namun menghasilkan nilai
akurasi yang optimal.



• Pengaruh nilai dropout rate terhadap akurasi tergantung
pada nilai parameter lainnya yang dimana semakin tinggi
kompleksitas (nilai learning rate yang kecil dan nilai
Embedding Dimension & Embedding Weights yang besar)
suatu model ketika pelatihan membutuhkan nilai dropout
rate yang semakin besar agar model tidak menjadi over-
fit dan mengimbangi model yang memiliki kompleksi-
tas tinggi sedangkan semakin kecil kompleksitas model
ketika pelatihan membutuhkan nilai dropout rate yang
tidak terlalu besar.

VI. SARAN

Saran untuk pengembangan yang dilakukan untuk sistem
deteksi emosi dalam teks adalah sebagai berikut.

• Dataset yang digunakan disarankan memiliki jumlah
kata-kata yang beragam di setiap datanya dan memiliki
jumlah data yang banyak dikarenakan jumlah data yang
beragam ini membuat model bisa memprediksi berbagai
macam panjang kata dengan lebih akurat.

• Dataset yang digunakan disarankan untuk diproses lebih
jauh terutama dalam mengkoreksi kata - kata yang men-
jadi noise, seperti kata - kata yang salah penulisan, kata
- kata yang disingkat, dan kata - kata yang tergabung
karena pada penelitian ini hanya dilakukan pengkoreksian
kata yang paling banyak muncul saja bila di gambar
plotnya menggunakan word cloud.

• Mengembangkan dan mengoptimisasi metode dengan
penerapan Bidirectional LSTM untuk penelitan selanjut-
nya.
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