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ABSTRAK

Nama : Hanjaya Suryalim

Program Studi : Informatika

Judul : Analisis optimizer pada convolutional neural network untuk
meningkatkan akurasi pengenalan wajah

Penggunaan sistem pengenalan wajah semakin meningkat dewasa ini, karena itu
penting untuk menemukan cara yang optimal dalam meningkatkan akurasi
pengenalan wajah. Pengenalan wajah memanfaatkan teknologi CNN yang tersusun
dari lapisan-lapisan konvolusi yang diikuti oleh fully connected layer. Lapisan
konvolusi ini yang bertanggungjawab atas proses ekstraksi fitur pada gambar, yang
nantinya digunakan oleh fully connected layer untuk mengklasifikasi gambar
tersebut. Pada penelitian kali ini diuji dua jenis arsitektur CNN yaitu VGG16 dan
Inception untuk menguji tingkat akurasi yang dihasilkan. Pengujian juga
menggunakan 2 jenis dataset yaitu Komnet dan Yale, serta menguji pengaruh
preprocessing MCLAHE terhadap hasil akurasi. Selain jenis arsitektur, faktor lain
seperti hyperparameter juga memegang andil tingkat akurasi model.
Hyperparameter, yang diuji pada penelitian kali ini adalah jenis optimizer dan
pengaruh perubahan learning rate pada penelitian. Optimizer bekerja dengan cara
mengubah nilai bobot dan bias saat proses backpropagation dengan tujuan
menghasilkan nilai error yang minimum. Setiap optimizer menggunakan
algoritma yang unik. Hasil akurasi tertinggi yang dicapai adalah arsitektur
Inception dengan optimizer Adadelta pada dataset Komnet. Hasil akurasi pada
tahap pelatihan mencapai 98%. Rata-rata akurasi setelah model diuji dengan 10
fold cross validation adalah 99.3%.

Kata kunci:CNN, MCLAHE, optimizer, 10 fold cross validation, learning rate,
Inception, VGG16.

iv



ABSTRACT

Name : Hanjaya Suryalim

Department : Informatics

Title : Optimizer Analysis on Convolutional Neural Network for

Face Recognition Accuracy Leverage

The usage of face recognition system is arising day by day, that’s why it is
important to find a way to optimize accuracy rate of the model. Face recognition
used CNN as its core technology. CNN consists of multiple layer of convolutional
layers followed by fully connected layer. These convolutional layers have a
primary function to extract important features from the image where those features
will be used in fully connected layer to classify classes. This experiment will take 2
architecture called VGG16 and Inception to test acquired accuracy value using 2
dataset, Komnet and Yale dataset. This experiment also testing the effect of
MCLAHE preprocessing on model accuracy. Accuracy of the model also depends
on hyperparameter. This experiment will only test on optimizer and learning rate.
Optimizer works by updating weight and bias value when backpropagation. Each
optimizer has their own unique algorithm. The highest accuracy value in this
experiment acquired by the model which trained using komnet dataset and using
architecture Inception and adadelta as optimizer. Model acquired accuracy value
of 98% in training process. Model also tested using 10 fold cross validation, and
its average accuracy is 99.3%.

Keywords: CNN, MCLAHE, 10 fold cross validation, optimizer, learning rate,
Inception, VGG16.
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