
PENERAPAN DEEP NEURAL NETWORK DENGAN
DROPOUT DAN COST-SENSITIVE LEARNING UNTUK

PREDIKSI PENYAKIT STROKE

TUGAS AKHIR

Cynthia Caroline
1118004

PROGRAM STUDI INFORMATIKA
INSTITUT TEKNOLOGI HARAPAN BANGSA

BANDUNG
2022



PENERAPAN DEEP NEURAL NETWORK DENGAN
DROPOUT DAN COST-SENSITIVE LEARNING UNTUK

PREDIKSI PENYAKIT STROKE

TUGAS AKHIR

Diajukan sebagai salah satu syarat untuk memperoleh
gelar sarjana dalam bidang Informatika

Cynthia Caroline
1118004

PROGRAM STUDI INFORMATIKA
INSTITUT TEKNOLOGI HARAPAN BANGSA

BANDUNG
2022



ABSTRAK

Nama : Cynthia Caroline

Program Studi : Informatika

Judul : Penerapan Deep Neural Network dengan Dropout dan Cost-

Sensitive Learning untuk Prediksi Penyakit Stroke

Stroke adalah kondisi yang terjadi ketika pasokan darah ke otak berkurang.
Stroke terbagi 2 jenis, yaitu stroke iskemik yang disebabkan akibat penyumbatan
dan storoke hemoragik yang disebabkan akibat pecahnya pembuluh darah.Tanpa
darah, otak tidak dapat mendapat asupan oksigen sehingga sel yang terdampak
akan segera mati. Pada penelitian ini, akan dibangun model prediksi penyakit
stroke dengan menggunakan Deep Neural Network dengan dropout dan
Cost-Sensitive Learning serta Probability Tuning untuk melakukan handling

terhadap kelas yang tidak seimbang dari dataset. Dataset yang digunakan dalam
penelitian ini adalah Cerebral Stroke Prediction-Imbalanced Dataset yang
bersumber dari Kaggle. Data ini akan dilakukan preprocessing terlebih dahulu
sebelum diolah lebih lanjut menjadi suatu model. Hasil akurasi tertinggi diraih
oleh model Deep Neural Network adalah 84,50% dengan menggunakan learning

rate 0,01, hidden layer 3, epoch 100, dan activation functiontanh. Hasil ROC
tertinggi diraih oleh model Deep Neural Network adalah 0,5303 dengan
menggunakan learning rate 0,01, hidden layer 4, epoch 10, dan activation function

tanh.

Kata kunci: Stroke, Deep Neural Network, Dropout, Cost-Sensitive Learning,
Probability Tuning.
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ABSTRACT

Name : Cynthia Caroline

Department : Informatics

Title : Implementation of Deep Neural Network with Dropout and

Cost-Sensitive Learning for Stroke Prediction

A stroke is a condition that occurs when the blood supply to the brain is

reduced. There are 2 types of stroke, namely ischemic stroke caused by blockage

and hemorrhagic stroke caused by blood vessel rupture. Without blood, the brain

cannot receive oxygen, so the affected cells will die immediately. In this study, a

stroke prediction model will be built using a Deep Neural Network with dropout

and Cost-Sensitive Learning and Probability Tuning to handle imbalanced classes

from the dataset. The dataset used in this study is the Cerebral Stroke Prediction-

Imbalanced Dataset sourced from Kaggle. This data will be preprocessed before

being further processed into a model. The highest accuracy result achieved by the

Deep Neural Network model is 84,50% using a learning rate of 0.01, hidden layer

3, epoch 100, and activation function tanh. The highest ROC result achieved by the

Deep Neural Network model is 0,5303 using a learning rate of 0,01, hidden layer

4, epoch 10, and activation function tanh.

Keywords: Stroke, Deep Neural Network, Dropout, Cost-Sensitive Learning,

Probability Tuning.
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